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AVALIACAO DA QUALIDADE DE FERRAMENTAS PARA O ENSINO DE REDES
NEURAIS EM AMBIENTE EDUCACIONAL

Valderédo Sedano Fontana - Multivix*

Ednea Zandonadi Brambila Carletti - Multivix?

RESUMO
O artigo apresenta uma analise das ferramentas computacionais NeuroFurg, GMDH
Shell DS e Weka, ferramentas voltadas para a formacédo de estudantes da area de
Ciéncia da Computacdo, com foco no estudo da Inteligéncia Artificial,
especificamente, Redes Neurais Atrtificiais (RNAs), usando modelos de neurdnios
Perceptron, K-fold e SimpleKmeans. Os softwares apresentados possibilitam a
construcdo de modelos destes trés tipos de neurdnios em diversos casos. Tendo em
vista 0 uso aplicado ao ensino, apdés a apresentacdo das ferramentas, o artigo
procurou avaliar caracteristicas pedagogicas e ergonémicas por meio de uma lista
de verificacdo integrada (checklist-ergolist) pré estabelecida. Os resultados levam a
professores e alunos escolherem softwares para atividades técnicas especificas e

conseguir um melhor resultado na aprendizagem.

Palavras-chave: Redes Neurais. Ergonomia em Software. Avaliacdo Checkilist.

Softwares de Redes Neurais.

ABSTRACT
The article presents an analysis of computational tools NeuroFurg, GMDH Shell DS
and Weka tools aimed at training students in the field of Computer Science, focusing
on the study of Artificial Intelligence, specifically, Artificial Neural Networks (ANN),
using neuron models Perceptron, K-fold and SimpleKMeans. The software
presented, allow the construction of models of these three types of neurons in

several cases. Given the applied use at the school, after the presentation of the tools,
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the article sought to evaluate pedagogical and ergonomic characteristics through an
integrated checklist (checklist-ergolist) pre established. The results lead to teachers
and students choose software for specific technical activities and achieve a better

result in learning.

Keywords: Neural networks. Software ergonomics. Checklist evaluation. Neural
Networks Software.

1 INTRODUCAO

Com a maior utilizagdo de recursos de informatica na sociedade e em ambientes
educacionais, percebe-se o aumento da utilizacao de softwares com fins educativos.
A evolucdo das tecnologias esta motivando a educacdo para novos rumos, pois

dessa forma é possivel propiciar evolucao no processo de ensino/aprendizagem.

A utilizacdo de Tecnologias de Informacdo e Comunicacédo (TIC) mostra-se como
uma opcao favoravel a um processo de ensino-aprendizagem mais apropriado a
formacdo do aluno. No entanto, o emprego destas tecnologias para fins

educacionais necessita de analise e estudo.

A motivacdo para realizar deste estudo surgiu da necessidade que professores e
alunos de Computacao tém de facilitar a aprendizagem de Redes Neurais, tornando
o aluno sujeito mais motivado e como consequéncia, fazer com que os discentes
desenvolvam competéncias que resultem na aplicacdo pratica da ferramenta

visando a melhor qualificacao.

A Engenharia de Usabilidade, termo criado por Jakob Nielsen em seu livro publicado
de mesmo nome em 1996, representa todo um esfor¢co légico para garantir a

qualidade em uso de programas de software interativo como foco na educacéo.
Segundo Oliveira (2004), na visao da qualidade do software, a usabilidade é um
conjunto de atributos que evidenciam o esfor¢o necessario para sua utilizacao, bem

como o julgamento individual deste uso, por um grupo de usuarios.

Dessa forma, torna-se cada vez mais necessaria a verificagdo da real contribuicéo
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técnica e pedagdgica do impacto do uso dessas ferramentas computacionais criadas
para o ambiente de aprendizagem, de modo que seja possivel, através de testes
especificos, escolher uma ferramenta em relacdo a outra, melhorando o processo de

ensino.

Escolher um software e classificd-lo quanto a eficiéncia e eficacia que o mesmo
dispbe em ambiente pedagdgico, em qualquer nivel de ensino, € uma tarefa
complexa, pois envolve diversas analises que vao desde o processo de entrada dos
dados, seguindo do processamento e analisando a saida desses dados, até mesmo,
em alguns casos, a etapa de retroalimentagdo, processo necessario a certos
softwares que trabalham com processamento de dados, caso especifico desse
artigo. Os critérios mais observados nesse tipo de ferramenta devem perpassar a
qualidade ergon6mica e pedagdgica, mostrando-se necessario ao usar a ferramenta
na formacdo de alunos, avaliar a conformidade de critérios de utilizabilidade
(facilidade de utilizacdo) e, principalmente, os critérios de natureza didatica e
psicopedagdgico contidos nos programas. A selecdo e a avaliacdo de software é
uma tarefa educativa e a0 mesmo tempo técnica que exige a compreensao do

contexto educacional.

A aplicagdo prética do checklist-ergolist avaliou o desempenho didatico e
ergondmico dos programas NeuroFurg, GMDH Shell DS e Weka, que tem aplicacéo
para o ensino de computacdo. Como resultados sdo apresentados os valores de
qualidade conseguidos pelo programa dentro dos critérios utilizados na avaliagéo e
as conclus@es a respeito do método (checklist-ergolist) e dos resultados obtidos.

Importante observar que a avaliacdo da qualidade de software tanto na construcao
de projetos, quanto de produtos, estd regulamentada pelas normas: 1ISO 9126
(qualidade de produto), ISO 12119 (qualidade de pacotes - software de prateleira,
vendido como um produto embalado), ISO 14598 (guia para avaliagdo de produtos)

e 1ISO 12207 (qualidade do processo de desenvolvimento).

Este trabalho tem como objetivo, demonstrar por meio de testes de simulagéo de
qualidade, trés ferramentas existentes para o ensino de Redes Neurais Atrtificiais,

area da Ciéncia da Computacdo, o alinhamento de questbes pedagogicas e
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ergondmicas com 0s conceitos ja desenvolvidos e experimentados da ergonomia de
software. Foi aplicada uma lista de verificacdo- checklist-ergolist aos softwares em

selecionados e estudados.

A lista aplicada foi desenvolvida junto ao Programa de Poés-Graduacdo em
Engenharia de Producdo da Universidade Federal de Santa Catarina. Dentre as
técnicas que podem orientar e demonstrar parametros para o processo de avaliacéo
de ferramentas informatizadas de educacdo pode-se destacar o uso de checklist-
ergolist. Embora limitado, é uma das formas de avaliacao rapida e de baixo custo.
No caso de avaliacbes de software educacional, o checklist-ergolist fornece uma
lista de perguntas voltadas para o interesse pedagogico e a usabilidade (facilidade
de uso) dos programas, as quais ajudam a focalizar os critérios a serem avaliados
(SQUIRE; PREECE, 1996).

2 ABORDAGEM PEDAGOGICA

Nielsen (2005) considera que usabilidade é quando um software seja de fécil
manuseio e de rapida aprendizagem. Conclui-se ainda que este produto ndo deva
ser dificilmente esquecido, ndo provoque erros operacionais e ofereca alto grau de
satisfacdo para os usuarios, resolvendo de forma dindmica os propdésitos para o qual

foi projetado.

Outra definicdo para a palavra em contexto de software é dita pela norma ISO 9241-
11 (1998), onde descreve que a usabilidade é a capacidade de uso de um produto

por um grupo especifico de usuarios, em um contexto especifico.

Ao usarmos ferramentas com propdésitos pedagdgicos, a avaliacdo da qualidade de
um software educacional é extremamente importante para que 0s objetivos de aula
sejam alcancados. Assim, devem-se levar em conta, principalmente, as
caracteristicas relacionadas a qualidade didatico-educativa. Nessa integracdo da
computacdo com os estudiosos de ergonomia, é possivel cabe aos educadores
guestionar se os programas em ambiente de sala de aula, realmente agregam valor
ao aprendizado do aluno. Os professores precisam conhecer as bases dos preceitos

pedagogicos, das ideologias e das teorias psicolégicas desenvolvidas embutidas na
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elaboracdo dos programas. Os responsaveis pela educagdo devem questionar a
aplicabilidade desses programas como ferramentas didatico-pedagdgicas e o0 seu

nivel de qualidade.

Para Silva (1998) uma solucdo para a verificacdo avaliada de softwares de
educacionais seria aliar os conceitos da ergonomia de software com a pratica
educacional, sendo importante aplicar esses conhecimentos tanto para avaliar a
qualidade de um produto ja existente (lancado no mercado) como ao longo do seu

desenvolvimento (processo de producéo).

Dentre as ferramentas que podem orientar e fornecer parametros para o0 processo
de avaliacdo estd a utilizacdo de checklist-ergolist. Embora limitado, € uma das
formas de avaliacdo rapida e de baixo custo. No caso de avaliagbes de software
educacional, o checklist-ergolist fornece uma lista de perguntas voltadas para o
interesse pedagogico e a usabilidade (facilidade de uso) dos programas, as quais

ajudam a focalizar os critérios a serem avaliados (SQUIRE; PREECE, 1996).

Quanto ao uso de qualgquer ferramenta que se pretenda utilizar em ambiente de
ensino, a qualidade é determinante, sendo a selecéo e a avaliacdo de software é
uma tarefa educativa e ao mesmo tempo técnica que exige o entendimento do
contexto educacional. Os critérios pedagdgicos que devem ser avaliados nos
mesmos sao: 0S objetivos, os conteudos, a didatica, a capacidade interativa e a

apresentacao dos conteudos.

3 REDES NEURAIS

Em 1943 foi publicado o primeiro estudo sobre Redes Neurais, A Logical Calculus of
the Ideas immanent in Nervous Activity, desenvolvido por McCulloch e Pitts, que
propunha um modelo de neur6bnio artificial que poderia ser usado como uma unidade
de processamento simples (modelo MCP). Este estudo € até hoje considerado como
uma referéncia importante para o0 estudo basico de Redes Neurais Artificiais
(BEALE; JACKSON, 1990). A rede modelada possuia neurbnios simples, que
dispunham apenas de duas entradas, excitatorias e inibitérias. O neurbnio era

ativado no momento que o numero de entradas excitatérias ultrapassasse o de
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entradas inibitdrias, produzindo assim uma saida igual a 1. Para determinar se o
neurénio responde ou ndo a uma entrada, € utilizado o valor da limiar (threshold),
gue nado conta no estudo. Desta forma, quando a limiar fosse menor que o total da
entrada, o neurbnio seria excitado e propagaria o estimulo que foi recebido. Por
outro lado, se a limiar fosse maior que o total da entrada, este permaneceria de
forma inibida (LUGER; STUBBLEFIELD, 1989).

Segundo Rezende (2003) Pitts e McCulloch propunham no seu modelo que o
armazenamento e o processamento das informagdes seriam realizados de forma
distribuida e paralela, por neurdnios artificiais que correspondem a elementos

processadores simples.

3.1 Redes Neurais Artificiais

As Redes Neurais Artificiais (RNAs) podem ser definidas como redes de
processamento que contem unidades interconectadas chamadas de neurdnios
artificiais, onde cada uma destas atua de forma especifica, podendo ser de
entrada/saida e adquire conhecimento através da experiéncia (CASTRO; VON
ZUBEN, 2003).

Segundo Rezende (2003), as RNAs podem ser consideradas como as principais
técnicas de simulacdo do comportamento inteligente, baseadas no funcionamento

do cérebro humano, apresentando principalmente as seguintes caracteristicas:

e Possibilidade de aprendizado por meio de treinamento, utilizando de uma
base modelo para ganhar experiéncia e reconhecer outras instancias
similares que ainda ndo haviam sido apresentadas.

e Demonstra um bom desempenho quando utilizada em tarefas mal definidas,
gquando nao se sabe como encontrar uma solucdo, por faltar de
conhecimento.

e Resistente contra ruidos, ou seja, ndo perde desempenho com a falta de

informagdes ou com informagdes erradas.
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As RNAs podem ser aplicadas principalmente nos problemas de aproximacéo,
predicéo, classificacéo, categorizacdo e otimizagdo (RUSSELL; NORVIG, 2004).
Neste artigo foram utilizados os algoritmos de classificacdo perceptron e K-fold além

do simpleskmeans.

3.2 Perceptron

O modelo perceptron, proposto em 1958 por Rosenblatt, incluiu no neurénio a limiar
e propds também um processo que permitiria a rede passar a aprender, fazendo
com que o0s pesos de suas sinapses fossem regulados de forma sistematica.
Rosenblatt desenvolveu o perceptron com a estrutura mais simples de redes
neurais, sendo assim, capaz de classificar padrdes linearmente separaveis.
Portanto, durante o processo de treinamento do perceptron, espera-se encontrar um
conjunto de pesos que defina uma reta que separe as diferentes classes, de forma

gue a Rede classifique corretamente as entradas apresentadas.

O modelo possui algumas similaridades com o modelo MCP e, além delas, incluiu ao
seu neurénio a limiar e propbés também um processo que permitiria a rede passar a
aprender, fazendo com que os pesos de suas sinapses fossem regulados de forma
sistematica. Outra diferenca € a sua capacidade de receber niumeros reais como

entrada, onde no MCP s0 era possivel receber entradas binarias.

A principal caracteristica do perceptron € ser um separador linear, conseguindo
assim distinguir e separar padrées entre lados opostos de uma reta. E considerada a
forma mais simples de RNA e possui um unico neurbnio para fazer a classificacédo

de padrdes, que podem ter no maximo duas hipéteses (ROSENBLATT, 1958).

3.3 K-fold

O método de validagédo K-fold (cross-validation ou percentage split) € muito utilizado
para a resolucdo de problemas de classificacdo, nele, a base de dados e divididos
em k subconjuntos. Um destes k subconjuntos é separado para fazer a validacéo do
modelo. Os outros k-1 subconjuntos sdo utilizados para teste, ou seja, servirdo de

treinamento para o modelo. Entdo o sistema aprende com estes subconjuntos de
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treinamento e extrai o0 conhecimento destes. Logo apds, o subconjunto retirado para
a validacdo é empregado para analisar e medir a precisdo do conhecimento

adquirido. A figura 1 demonstra a divisdo em subconjuntos.

A B

B|A B Data set

/ t \ Training set
A Test set

P—A—\

| |y

Figura 1 - Exemplo de divisdo dos subconjuntos do método k-fold, com k=3.

Fonte: Babilomics Tutorial, acesso em

Na figura 1, é possivel visualizar um exemplo de como é feita a separacdo dos
subconjuntos de uma base de dados, tendo K=3. A validacdo € criada a partir
pedacos dos subconjuntos, sendo cada pedaco pego em sequencia, ou seja, no
primeiro subconjunto pegaria a primeira parte, no segundo a segunda e no terceiro a
terceira. Ja o subconjunto de teste (estimac¢éo), € montado com as partes restantes
dos subconjuntos. A partir dai a estimacdo € aprendida e validada pela parte da

validacéo e o resultado (acuréacia) € encontrado.
3.4 Simplekmeans

O SimpleKMean é um algoritmo que cria e organiza clusters fazendo uso da média
aritmeética, cria-se assim a quantidade de clusters solicitada pelo usuario no
momento da modelagem. Ao fazer uso de média aritmética, podem-se encontrar
valores que nao foram testados. Dessa forma, a vantagem de encontrar dados que
nao foram testados pelo pesquisador € que esses trazem novas possibilidades e

visdes ao pesquisador, que agora tem uma sugestao para um futuro experimento e,

Rev. AMBIENTE ACADEMICO (ISSN 2447-7273, vol.1, n° 1, ano 2015



30

assim, tentar melhorar a produtividade do problema que deseja resolver. No entanto,
em alguns casos é necessario fazer um novo experimento para confirmar estes

dados, e ter certeza da real resposta.

4 CONSIDERACOES SOBRE OS MODELOS DESENVOLVIDOS NOS
SOFTWARES AVALIADOS

Para a aplicagdo dos métodos e algoritmos foram utilizadas duas bases de dados e
trés softwares. A primeira base foi utilizada no software NeuroFURG, esta foi
apresentada no artigo NeuroFURG: uma ferramenta de apoio ao ensino de Redes
Neurais Artificiais em 2011 por Madsen e Adamatti. A segunda € conhecida como
Iris flower dataset ou Fisher’s Iris dataset, sendo apresentada por Fisher em 1936.

A seguir uma breve descricdo sobre as ferramentas utilizadas de modo que se

possa visualizar na pratica o real funcionamento.
4.1 Apresentacéo do Software NeuroFURG

O NeuroFURG, é uma ferramenta desenvolvida para auxiliar no aprendizado de
RNAs. Ele dispbe de duas estruturas de neurdnios, o modelo o Adaline e o
Perceptron, que serd tratado neste artigo. A figura 2 apresenta o sistema

NeuroFURG com uma base ja aplicada.

=) X

i) neuroFURG [testelArtigo]

Arquive Ajuda

@ Perceptron
Pesos Iniciais

Adaline
Bias
Usar Bias

Treinamento do Neurénio

Taxa de aprendizagem (passa):

0.0009

LOG Treinos

wi: 87 x0: ) wi: -0.0876
Ne méximo de treinamentos: 500

" " ) w2 (0.0434
w2 |92 wo: Ne de treinamentos: 490

Casos

x1: X2 target: () +1 ) -1

Treinar Neurénio
as0s | Pesos

x2 (sapato)
25.0) 34.0) -1.0]

x1(cabelo)

22.0] 37.0 -1.0

30.0] 33.0 -1.0

27.0] 37.0 -1.0
4.0 40.0 1.0

10,0/ 4.0 1.0

3.0, 42,0 1.0

xX2
o5 8 Y293

X1

LIRSS -1 — Separador Linear

Remove Normalizado | Normalizar Casos | [ Descriges

+1 @ -1

target:

Testar

Figura 2 - Ferramenta NeuroFURG.
Fonte: Pesquisa do autor
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Na figura 2 foram adicionados os dados cabelos, como x1, sapato, como X2 e sexto,
sendo -1 para feminino e +1 para masculino. Para os pesos iniciais, foram utilizados
valores aleatorios (wl e w2) para serem testados e alterados até chegar aos pesos
ideais (descrito pelos valores de wl e w2 dos pesos finais) que sdo gerados pela
ferramenta. J4 a taxa de aprendizagem € a porcentagem de aprendizado que a
ferramenta terd cada vez que o cdédigo for rodado, onde neste caso foi dado um
méaximo de treinamentos de 500 (nimero de vezes que o cddigo rodard). E possivel
visualizar também que foram necessarios 490 treinamentos para a ferramenta
aprender completamente a base. O software gera também um grafico,

demonstrando os dados separados em grupos pelo separador linear.

Uma caracteristica importante do sistema NeuroFURG é o fato deste s6 aceitar
neurdnios com duas entradas, com o objetivo de facilitar a visualizagédo do separador
linear relacionado a funcdo de ativacdo resultante do treinamento (MADSEN;
ADAMATTI, 2011).

Outra funcionalidade muito importante do NeuroFURG é a possibilidade de geracéo
do cédigo do neurbnio e do treinamento nas linguagens C, JAVA e PHP, o que

permite que o codigo seja explorado e alterado de acordo com a necessidade.

A ferramenta se destaca pela facilidade de utilizagcdo, podendo ser facilmente
configurado, que se da pelos valores dos pesos, taxa de aprendizado e numero
maximo de treinamento. E tem como uma desvantagem a impossibilidade de
importacdo de dados, ou seja, todos os dados devem ser inseridos um a um no

programa.

4. 2 Apresentacéo do Software NeuroFURG

O software GMDH Shell DS é uma ferramenta paga de RNA que capaz de resolver
problemas de previsdo, classificacdo e de mineracdo de dados (Data Mining). Foi
desenvolvido com a finalidade de facilitar na criacdo das RNAs e na obtencéo dos

resultados, evitando complexidades técnicas.
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Uma grande vantagem do software é que os dados ndo precisam ser previamente
normalizados para que sejam utilizados, sendo esta feita pelo software. Ele também
aplica o treinamento e a validacdo automaticamente, apresentando graficos, e dados
como precisdo, quantidade de instancias corretas e incorretas, de forma intuitiva e

direta, agilizando assim a interpretagcéo do resultado.

O trabalho ira abordar o modelo de classificacdo no software GMDH Shell DS,
utilizando a base de dados Iris flower, que ira aplicar a metodologia K-fold, onde

parte da base seré usada para treinamento e a outra para validagéo.

Para que a classificacdo da base seja feita, o software apresenta 4 passos simples e
faceis, onde é possivel preparar a classificacdo. As figuras 3, 4, 5 e 6 representam

tais passos.

Classification — step 1 of 5 @

Select variables you would like to predict
(@ Datasets Variables Selected 10f 5

= iris

Sepal Lenath
Sepal Width
Petal Lenath
Petal Width

Spedes

SlEllElE -

[ Balance distribution of dasses

Figura 3 - Passo 1, escolha da variavel que sera prevista no software GMDH Shell DS.

Fonte: Pesquisa do autor

Na figura 3, € possivel escolher o que se quer prever ou classificar, ou seja, com o
treinamento e a validacao, sera possivel encontrar os valores da variavel escolhida,

gue no caso foi a espécie (species).
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Classification — step 2 of 5 @

Select input variables
(@ Datasets Variables Selected 4 of 5
EI[E iris
Sepal Length
Sepal Width
Petal Length
Petal Width

FEEE

[ Cancel ][ << Back H Mext = ]

Figura 4: Passo 2, escolha dos dados de entrada no software GMDH Shell DS.

Fonte: Pesquisa do autor

A figura 4 apresenta a escolha dos dados que podem ser utilizados como entrada
(input). No exemplo, foram escolhidos todos os demais campos, que serao utilizados
para o treinamento e validagao para definir quais serdo os dados previstos, no caso,
o software ira aprender com os dados do treinamento e ir4 testa-los com os dados

da validacao (que ndo existem no treinamento) e prever qual a espécie da flor.

Classification — step 3 of 5 li._z-J

Configure the second-level validation

Enter the percentage of observations used for validation of templates.
15

Y

-

F e

This option dedicates part of your dataset to accuracy measuring. Withholding
‘j larger part of the dataset may reduce accuracy of obtained solution, however
estimation of the accuracy itself will be more credible.

[ continue with advanced settings

L] [Lecio ] (3o ]

Figura 5 - Passo 3, escolha da porcentagem em que a base de dados sera dividida entre o
treinamento e a validagcdo no software GMDH Shell DS.

Fonte: Pesquisa do autor
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Na figura 5 € escolhida qual a porcentagem da base sera separada para a validagéo.

Para o exemplo em questdo, foi escolhido fazer uma separacdo de 15% para a

validacao.

Classification — step 5 of 5 I&
Processing has finished
Accurasy of methods:
Combinatorial {quick) 100,0 %
Stepwize forward selection 100,0 %
Stepwise mixed selection 100,0 %
GMDH neural network 100,0 %
Dedision forest 100,0 %
Elapsed: 0:00:01
[ Cancel ] ’ << Back ] [ Finish l

Figura 6 - Passo 4, processamento dos dados no software GMDH Shell DS

Fonte: Pesquisa do autor

A figura 6, o software apresenta a porcentagem de acertos que foi encontrada

através da andlise e treino. Apds as escolhas de da variavel que sera prevista, dos

dados de entrada, da porcentagem que sera utilizada para a validacdo e o

processamento do software, ele apresenta os dados do treinamento, da validacao e

ainda um gréafico da performance da classifica¢do, que sao vistos nas figuras 7, 8 e

9.

[E confusion matrix | [ Table | [ Raw model

Model fit | predictions

Incorrectly dassified instances 1

setosa 43
Actual dass wersicolor 0
virginica O
Total 43
Precision 1,000
F-measure 1,000
Baseline 0,661
Accuracy 1,000

Correctly dassified instances 126

Predicted dass
setosa versicolor virginica Total Recall

0

41

0

b
1,000
0,588
0,669
0,592

99,2%

0

1

42

43
0,977
0,988
0,669
0,992

RMSE 0,088
Weighted F-measure 0,552

43 1,000
42 0,976
42 1,000
127

0,339
0,992

Figura 7 - dados do treinamento feito no software GMDH Shell DS.

Fonte: Pesquisa do autor
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A figura 7 apresenta os dados referentes ao treinamento feito pelo software com
parte da base. Para o treinamento, foram utilizadas 127 instancias das 150 totais
qgue continham na base, que € aproximadamente 85% da base. Destas 127, 126
foram classificadas corretamente e apenas uma incorretamente, obtendo um total de
99,2% de acertos no treinamento. Logo abaixo é possivel ver uma tabela com as 3
espécies de flor e o nimero de instancias classificadas em cada uma delas. E visivel
também na tabela onde ocorreu o erro, uma flor que na verdade era da espécie

versicolor foi classificada erroneamente como virginica.

[E] confusion matrix | [i] Table | [ Raw model |
Madel fit | Predictions |
Correctly dassified instances 23 100,0%  RMSE 0,000
Incorrectly dassified instances 0 0,0% Weighted F-measure 1,000
Predicted dass
setosa versicolor virginica Total Recall
setosa 7 0 a 7 1,000
Actual dass versicolor 0 8 0 8 1,000
wvirginica 0O 0 8 8 1,000
Total 7 8 8 23
Precision 1,000 1,000 1,000
F-measure 1,000 1,000 1,000
Baseline 0,696 0,652 0,652 0,348
Accuracy 1,000 1,000 1,000 1,000

Figura 8 - dados da validacéo feita no software GMDH Shell DS.

Fonte: Pesquisa do autor

Na figura 8, € possivel observar os dados que foram classificados e previstos na
validagéo feita pelo software. A validagdo contou com um total de 23 instancias, que
€ aproximadamente 15% da base, como escolhido anteriormente. Todas as 23
instancias foram classificadas corretamente. Resultado que também pode ser visto

claramente na tabela gerada pela ferramenta.

1 8 12 18 24 30 36 42 48 54 60 6 71 77 83 89 8 101 107 13 119 125 130 136 142 148
W Confidence band [ Actual data [ == Model fit [ =s=Predicted

Figura 9 - Gréfico gerado no software GMDH Shell DS, mostrando em azul o aprendizado durante o
treinamento e em vermelho a classificacéo feita na validagéo.

Fonte: Pesquisa do autor
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A figura 9 apresenta o grafico gerado, que mostra a evolucéo tanto do treinamento
(em azul) quanto da validacao (em vermelho), que chegou numa classificagdo 100%

correta.
4.3 Apresentacdo do Software NeuroFURG

A ferramenta WEKA é formada por um conjunto de bibliotecas desenvolvidas em
Java de Knowledge-discovery in databases (KDD). Foi desenvolvido na
Universidade de Waikato na Nova Zelandia e possui uma grande quantidade de
algoritmos para a preparacao dos dados, aprendizagem de maquina, mineracdo de

dados e de validacao de resultados.

Segundo Machado et al (2011), o processo KDD tem como objetivo extrair
informacdes de bases de dados, para que sejam gerados padrdes que antes eram

desconhecidos.

Para o teste da base de dados Iris flower, foi utilizado o algoritmo SimpleKMeans no

software, como mostra a figura 10.

* Weka Explorer ‘ “_“. [ e S
| Preprocess | Classify | Cluster | Associate | Select attributes | Visualize |
Clusterer
SimpleKMeans -M 3 -4 "weka, core, EuclideanDistance -R first-last” -1500 -5 10
Cluster mode Clusterer output
() Use fraining set Humber of iterations: 7 i
o = . £ = 28947
@ Supplied test set Set... Within cluster sum of squared errors: €.8133028947646554
B Missing walues glcbally replaced with mean/mode
(@) Percentage split % |85
() Classes to dusters evaluation Cluster centroids:
T : Clusters
(Num) Spedies Attribute Full Data 0 1 2
Store dusters for visualization (127) (43) {41) (43)
[ Ignore attributes ] Sepal_Length 5.8614 5.91&83 5. 6.6023
Sepal_ Width 3.052 2.7558 3. 2.9884
Stop Petal_Length 3.7929 4.2209 1.4634 5.586
i _ Petal_Width 1.2087 1.314 0.2488 2.0186
Result list (right-click for options) Species 3.7744 1 10
22:27:47 - SimplekMeans
Clustered Instances
a 7 { 30%) =
1 9 ( 39%)
2 7 [ 30%)
“ T 3
Status

Figura 10 - Utilizag&o do algoritmo SimpleKMeans na ferramenta WEKA.

Fonte: Pesquisa do autor
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Na figura 10 é possivel observar a utilizacdo do algoritmo SimpleKMeans. Foi
escolhido utilizar 85% da base de dados para o treinamento, deixando 15% desta
para a validacdo. Ao final do relatério gerado pela ferramenta WEKA podemos
encontrar as instancias clusterizadas, ou seja, quais foram as classificacbes
geradas, considerando "0" como setosa, "1" como versicolor e "2" como virginica.
Além disso, se somarmos as porcentagens da classificacdo gerada dara um total de

99%, logo, houve 1% de erro na classificacao.

5 METODO DE VERIFICACAO CHECKLIST-ERGOLIST E RESULTADOS
ENCONTRADOS

Os modelos e abordagens para concepcdo e avaliacdo de softwares educacionais
sdo uma amostra da amplitude e complexidade da tarefa para se estabelecer
parametros gerais para conceber e avaliar a qualidade pedagdgica e ergondmica de
programas. O checklist-ergolist € composto por perguntas que direcionam o
reconhecimento de objetivos que qualificam o programa a partir das caracteristicas

desejaveis.

Dessa forma, o percentual que cada topico apresenta significa o grau de satisfacdo
em relacdo a essas caracteristicas. As questdes que o teste de verificacdo checklist-
ergolist ndo se aplicou se deu devido a tipologia do programa e nado foram

consideradas na avaliagao.

O teste e questionario (Ergolist) realizado € disponibilizado pelo LablUtil -
Laboratério de Utilizabilidade da Informatica da Universidade Federal de Santa
Catarina, um sistema de listas de verificagdo de qualidades ergondmicas do

software desenvolvido em 1997, com o apoio da Fundacéo Softex.

Entende-se como "Critérios Ergondmicos” o conjunto de qualidades ergondémicas
que as interfaces humano-computador devem apresentar. Eles foram desenvolvidos
pelos pesquisadores, Dominique Scapin e Christian Bastien, ligados ao INRIA
(Institut National de Recherche en Informatique et en Automatique da Franga) em

1993. O conjunto de perguntas € composto opc¢des presente em dezoito grupos de
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questdes que avaliam topicos de critério especializado da ergonomia de uma

interface-humano computador.

Os critérios que identificam os grupos de perguntas usada neste artigo sao:
presteza, agrupamento por localizagdo, agrupamento por formato, feedback,
legibilidade, concisdo, a¢cdes minimas, densidade informacional, acdes explicitas,
controle de usuéario, flexibilidade, experiéncia do usuario, protecdo contra erros,

mensagens de erro, correcao de erros, consisténcia, significados e compatibilidade.

Na tabela 1 abaixo € apresentado os resultados dos testes nos trés softwares de

Redes Neurais avaliados quanto aos critérios ergondmicos descritos.

TABELA 1 - LAUDO CHECKLIST - ERGOLIST

!g
2 (5]
w|®)| o 0w
e 21 Els =N |8 "
5 le|e|wl|Z|2|3 TlEla|g|8 T|E|E
" o v [g|le|e|l®|ls|D|nlB|E|c|2|lec|2|S|5|E| L
Softwares Avaliados de Questdes ] T IS E|B|IE|Ele|2|2|elsls|ls|le|l=|RlE| =
T c =l |glala|2lE| Bl 2|E|22|2|2]|5E
Redes Neurais Checklist 5 s 2Bl e|elz|z|R|E|2|E|2|B|a| | R
9 E g m|lm]2lel®|(e|e|S|E|B|E| 2|22
c |2 || T E|= sE|le|laol|E|l = E|lE| o
o F=1 Bl c| o E|o Sl | =
= ol 5| & ale a|l= ~
S “ g5
o
* z
NEUROFURG . 12 8 0|19|10| 1 (12| 5|10l 4|0 11|11 9 (&8 | 8| 2| 3 (133
Questdes
GMDH 13 8 3|21 |11 1 (14| 5|13 4| 2 |11|16| 9| & |12 3 | 3 |157
Conformes
WEKA 9 6 g(1mm|9f1f(12)2|8(4|0|10f10| 9| 88| 2] 3121
MEUROFURG . " 1 1 3l2|2(44)1|5(0|5]2(11|9|8|(&8|2]|3|71
Questdes Nao
GMDH ] 1 ol2|1(4(2|11]2(o|3]2|6|9|8|4|1]|3]|49
Conforme
WEKA 4 3 3|6|3|4l4|3|7|0|5]|3(12|9|8|8|2]| 3|87
NEUROFURG . . 1 0 c|5|0|l2(1|oj2|0f0|O|JO|O(1|(4|1|0]17
Questdes N3o
GMDH L 1 0 o|5|0|l2(1|oj2|0|(0]|O o|l1|4|1(0]| 17
Aplicdveis
WEKA 1 1] g(s|of2l1)0j2(0|0]|0 o(1|4|1|0]17
N2 de questﬁes 14 9 3 (26|12 7 (17| 6|17 4|5 |13(22|18|17(20| 5| 6

Fonte: Pesquisa do autor

Através dos valores dos resultados da tabela 1, puderam-se analisar pontos que
precisam ser melhorados para tornar os trés softwares mais usual, ou seja,
aprimorar o grau de sua usabilidade, aumentando assim, a satisfacdo do aluno e a

possibilidade de uma aprendizagem mais motivadora e significativa.

Dessa forma, seguindo os preceitos do teste do grau de usabilidade aplicado ao
ambiente educacional, é possivel, por meio de uma visualizacdo gréfica, conforme o

grafico da figura 11 a seguir, escolher uma ferramenta para adotar em ambiente
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educacional.

180

160

157
140 - 133
121
120 -
B Questdes Conformes
100 +
87

B0 A 71

Questdes N3o Conforme
60

49
40 -
20 4 17 17 17 Questdes N3o Aplicdveis
0 - T T

NEUROFURG GMDH WEKA

Figura 11 - Grafico comparativo dos laudos das ferramentas por meio do teste Checkilist.

Fonte: Pesquisa do autor

Embasando-se nos resultados apresentados no grafico da figura 11 acima, observa-
se que a usabilidade do software GMDH, supera numericamente 0s softwares
NeuroFurg e WEKA e em uma segunda andlise, o NeuroFURG mostra-se mais
eficiente para o estudo de Redes Neurais em ambiente pedagdgica em relacdo a
ferramenta WEKA.

6 CONCLUSAO

Os objetivos propostos nesta pesquisa foram alcancados e para futuras pesquisas
com testes de ferramentas para o estudo de Redes Neurais, sugere-se um estudo
de caso onde diferentes classes de alunos possam testar o uso das ferramentas na

pratica e apdés o ensino, comparar com o teste checklist aplicado neste artigo.

Foi observado também que, mesmo o que software GMDH Shell DS tenha obtidos
melhores resultados no teste Cheklist, nenhum dos softwares testados poderiam ser
considerados ruins, uma vez que cada um deles possui uma vantagem sobre os
demais. O NeuroFURG apresenta funcionalidades mais educacionais, oferecendo

até a geracdo do coédigo fonte em vérias linguagens de programacdo. O WEKA
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disponibiliza uma vasta quantia de algoritmos, o que facilita a resolugdo de
praticamente qualquer problema. J4 no GMDH Shell DS, é possivel fazer o proposto
com grande facilidade, pois como visto, o software € bem intuitivo, além de ter um

ambiente gréfico claro e pratico.
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